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骨质疏松性椎体压缩性骨折的风险因素分析及预测模型构建
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［摘 要］　目的　应用机器学习技术开发骨质疏松性椎体压缩性骨折（OVCF）的风险预测模型，并阐释其决策机制，以促进

OVCF 的早期风险识别。方法　将 2022年 1月至 2024年 12月于北部战区总医院经腰椎 MRI证实为 OVCF 的 188例患者纳入病例

组，同期未骨折的 394例患者作为对照组。通过R语言整合数据，以 7∶3的比例分配为训练队列（408例）与验证队列（174例），并筛

选出关键预测因子，构建十种机器学习模型，结合 SHAP对最优模型进行分析使模型预测可视化并分析模型决策逻辑。结果　通过

单因素及多因素分析筛选出性别、外伤史、年龄、饮酒史及体质量指数（BMI）均为 OVCF 的预测因子。通过十种机器学习证明

Logistic回归模型的受试者工作特征曲线下面积（AUC）值最高（AUC=0. 851，95%CI:0. 790~0. 911），在风险阈值范围标准化净收益稳

定，预测概率与实际概率一致性较高，Logistic回归模型为最优模型；基于 SHAP构建的可视化分析显示，外伤史、性别、饮酒史、年龄

及BMI是对模型预测贡献最大的关键特征。结论　基于机器学习模型可显著提升OVCF诊断效能，Logistic回归结合列线图工具有

助于临床决策支持。
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Abstract: Objective　To develop a risk prediction model for osteoporotic vertebral compression fracture （OVCF） using machine 
learning （ML） techniques and to interpret its decision-making mechanism， and thereby facilitating early risk identification of OVCF. Methods　
A total of 188 patients confirmed with OVCF via lumbar MRI at General Hospital of Northern Theater Command from January 2022 to December 
2024 were enrolled as the case group， while 394 patients without fractures during the same period were included as the control group.  Data 
were integrated using R language and randomly divided into training cohort （408 patients） and validation cohort （174 patients） at a ratio of 7∶3.  
The key predictive factors were selected to construct ten machine learning models.  The optimal model was analyzed in combination with 
SHAP to visualize model predictions， and interpret its decision-making logic. Results　Univariate and multivariate analysis identified that 
gender， history of trauma， age， history of alcohol consumption， and body mass index （BMI） were the predictive factors for OVCF.  Ten 
machine learning models demonstrated that the Logistic regression model achieved the highest value of area under the receiver operating 

characteristic curve（AUC） （AUC=0. 851， 95%CI： 0. 790 to 0. 911）， with stable standardized net benefits across the risk threshold range 
and high consistency between the predicted probabilities and actual probabilities.  The Logistic regression model was identified as the optimal 
model.  Additionally， SHAP-based visualization model revealed that the history of trauma， gender， history of alcohol consumption， age， and 
BMI were the key factors. Conclusion　Machine learning-based models can significantly improve the diagnostic efficacy of OVCF， and 
Logistic regression combined with a nomogram tool is conducive to clinical decision support.

Keywords: osteoporotic vertebral compression fracture；machine learning；prediction model；dynamic nomogram

骨质疏松性椎体压缩性骨折（osteoporotic vertebral 
compression fracture,OVCF）作为骨质疏松症最具临床

危害性的并发症，其病理特征表现为骨密度显著下

降、骨小梁微结构退变及生物力学强度降低，致使椎

体在低能量创伤甚至无明显外伤史的情况下即发生

压缩性骨折[1]。全球流行病学数据显示，50 岁以上人

群椎体形态学骨折发生率为 30%～50%，且发病率随

年龄增长呈指数级上升趋势，女性发病风险约为男性

的 3倍[2-4]。OVCF是老年患者致残的主要原因之一，严

重者可危及生命，同时给家庭与社会造成沉重负担[5]。
当前临床实践中，X 射线片对椎体隐匿性骨折的

敏感性较低；CT虽具备较高准确性，但存在辐射量大、

检查耗时的问题[6]；MRI作为新发骨折诊断的金标准，

不仅费用昂贵，还受起搏器等植入物的禁忌限制，难
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以在基层医院普及[7]。这些技术瓶颈使得 OVCF 的漏

诊率居高不下，延误治疗会进一步增加坠积性肺炎、

褥疮等卧床并发症及继发骨折的风险[7]。提高X射线

对OVCF的诊断准确率能够实现早期干预并减少并发

症，具有重要临床价值，故开展X射线高效预测方法的

研究对本领域具有重要意义[8]。
机器学习是一套通过算法从数据中构建预测模

型的技术体系[9]。传统诊断方法主要依赖临床医师对

影像学特征的主观判读，且仅基于单一模态数据开展

分析，效能有限；而机器学习拥有更优异的高维数据

处理能力，可显著提高疾病早期识别的准确率[7,10-11]。
为此，本研究针对上述临床实践短板提出了创新性解

决方案，通过数据融合技术整合患者人口统计学特

征，利用R语言进行单因素及多因素回归分析，筛选与

OVCF 诊断密切相关的关键预测因子，并基于十种机

器学习算法构建预测模型，从而辅助临床医师高效识

别高危患者，为制定个体化分级干预策略提供客观

依据[12]。

1　资料与方法

1. 1　临床资料

回顾性分析 2022年 1月至 2024年 12月于北部战

区总医院行腰椎 X 射线检查的 582 例患者的临床资

料，其中男 239 例，女 343 例，年龄（69. 76±4. 00）岁。

将经腰椎MRI平扫诊断为OVCF的 188例患者纳入病

例组，同期未骨折的 394例患者纳入对照组。将样本

按 7∶3 比例分配为训练队列（408 例）与验证队列

（174 例）。纳入标准：①经腰椎 MRI 平扫确诊为新发

腰椎 OVCF；②符合《原发性骨质疏松症诊疗指南

（2022）》[13]诊断标准，表现为典型腰背部活动相关性疼

痛及椎体高度丢失≥15%；③年龄≥60 岁；④单一椎体

节段受累。排除标准：①合并其他骨折；②脊柱手术

史或多节段椎体骨折；③临床资料不完整。

1. 2　方法

收集 2组患者性别、年龄、体质量指数（body mass 
index，BMI）、居住地、重体力劳动史、吸烟史、饮酒史、

病程、糖尿病史、高血压史、甲状腺疾病史、外伤史、钙

磷代谢紊乱、糖皮质激素使用史等基线资料。

1. 3　统计学方法

采用 R 4. 4. 2 进行统计分析，通过单因素分析及

多因素 Logistic 回归分析筛选出显著变量，以 P<0. 05
为差异具有统计学意义。对比 Logistic回归、支持向量

机、梯度提升机、神经网络、随机森林、XGBoost、K 近

邻、自适应提升、LightGBM 和 CatBoost 等多种机器学

习模型在预测患者是否患有OVCF中的准确性。通过

受试者工作特征（receiver operating characteristic，ROC）
曲线、校准曲线以及绘制决策曲线分析（decision curve 
analysis，DCA），从区分能力、校准能力和净获益等方

面对各模型进行综合评估，选取综合性能最优的模

型，引入 SHapley Additive exPlanations（SHAP）框架计

算各特征的 SHAP 值，以可视化展示特征对模型预测

贡献的全局重要性及局部依赖关系。为了进一步提

升模型的临床实用性和可解释性，将单因素分析中有

统计学意义的变量纳入 Logistic回归模型。此外，基于

多因素 Logistic回归分析结果构建动态列线图，通过将

各独立危险因素的回归系数转化为分值，计算总分以

直观预测 OVCF 的发生率。最后通过 Logistic 回归模

型构建动态列线图来验证OVCF的预测因素。

2　结果

2. 1　训练队列与验证队列患者基线资料比较

选取训练队列（n=408）进行模型构建与分析，根

据是否确诊 OVCF，将训练队列患者分为未骨折组

（276 例）和骨折组（132 例）。单因素分析结果显示，

2组患者吸烟史、糖尿病史、高血压史、甲状腺疾病史、

重体力劳动史、钙磷代谢紊乱、糖皮质激素使用史、居

住地、病程差异均无统计学意义（P>0. 05）；2组患者性

别、年龄、BMI、外伤史及饮酒史比较，差异具有统计学

意义（P<0. 05），见表 1。将单因素分析中有统计学意

义的变量纳入多因素 Logistic 回归分析，结果显示：性

别、年龄、BMI、饮酒史及外伤史均为 OVCF 的独立影

响因素（P<0. 05），见表2。
2. 2　多种机器学习模型在诊断OVCF中的性能评估

本研究在验证队列中，通过 ROC 曲线、校准曲线

及 DCA 综合评估了十种机器学习模型的预测性能。

ROC曲线分析结果显示，十种模型均具备一定诊断价

值，其中 Logistic 回归模型的区分能力最优，其曲线下

面 积（area under the curve，AUC）达 0. 851（95%CI:
0. 790~0. 911）；CatBoost 模型（AUC=0. 850）与梯度提

升机（AUC=0. 831）次之，而神经网络（AUC=0. 781）与

随机森林（AUC=0. 785）的预测性能相对较弱（图 1a），

表明 Logistic回归模型具备最高的分类准确性，能最有

效识别出 OVCF 高危患者。校准曲线结果显示，

Logistic回归模型的校准曲线紧密围绕对角线波动，表

明该模型对OVCF风险的预测概率与患者实际患病概

率高度一致，未出现明显的风险高估或低估（图 1b）。

DCA 结果显示，在 20%~80% 的风险阈值范围内，

Logistic回归模型的标准化净收益表现较好，且在多数
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阈值下高于其他机器学习模型（图 1c），提示该模型在

临床实践中具有较好的应用价值，能帮助医生权衡利

弊后做出更优的医疗决策。

2. 3　基于SHAP值对Logistic回归模型的多维度分析

基于所有样本 SHAP平均绝对值的全局特征重要

性排序显示：外伤史是影响 OVCF诊断 Logistic回归模

型预测最重要的特征，其次为BMI、年龄，而性别、饮酒

史对Logistic回归模型的总体预测贡献相对较小（图2a）。

根据 SHAP 值的平均绝对值对特征重要性进行排序，

结果显示：有外伤史、年龄较大及 BMI 较低均会增加

OVCF患病风险（图 2b）。随机选取 1名患者为例进行

可视化展示，结果显示：尽管该患者的年龄和饮酒史

均呈现正向 SHAP值，提升了预测概率；但其无外伤史

特征，具有显著负向 SHAP值，大幅抵消了上述风险因

素的影响；最终 Logistic 回归模型综合各特征判定，该

患者的 OVCF预测概率为 0. 222（图 2c）。这一过程直

观呈现了 Logistic回归模型对不同特征的权衡逻辑，体

现了个体化精准预测的实现过程。

2. 4　OVCF风险预测动态列线图

基于多因素 Logistic 回归分析筛选出的 5 个独立

预测因子（性别、饮酒史、外伤史、年龄及BMI），构建了

预测老年患者发生 OVCF 风险的动态列线图模型

（图 3）。结果显示，年龄与风险评分呈正相关，即高龄

患者会增加OVCF发生率；BMI与风险评分呈负相关，

即BMI越小，OVCF发生的风险值越高；外伤史对应的

线段跨度最大，表明其对总分的影响权重最大，有外

伤史将显著增加患者的风险评分；性别与饮酒史的线

段相对较短，提示其在模型中的权重贡献相对较小。

通过将上述 5个变量的具体分值相加获得总分，并在

底部总分轴上进行垂直投影，即可直观地读取该患者

发生OVCF的预测概率。

3　讨论

随着全球老龄化进程加快，OVCF 的发病率呈逐

表1　骨折组与未骨折组患者的基线资料比较

项目

性别[例（%）]
吸烟史[例（%）]
饮酒史[例（%）]
糖尿病史[例（%）]
高血压史[例（%）]
甲状腺疾病
史[例（%）]
外伤史[例（%）]
重体力劳动
史[例（%）]
居住地[例（%）]
钙磷代谢紊
乱[例（%）]
糖皮质激素使
用史[例（%）]
年龄(岁)
BMI(kg/m²)
病程(d)

女

男

否

是

否

是

否

是

否

是

否

是

否

是

否

是

城镇

乡村

否

是

否

是

未骨折组
（n=276）
136(49. 28)
140(50. 72)
199(72. 10)

77(27. 90)
190(68. 84)

86(31. 16)
217(78. 62)

59(21. 38)
166(60. 14)
110(39. 86)
234(84. 78)
42 (15. 22)

199(72. 10)
77 (27. 90)

260(94. 20)
16(5. 80)

47 (17. 03)
229 (82. 97)
251(90. 94)

25(9. 06)
257(93. 12)

19(6. 88)
66. 79±2. 76
24. 43±2. 70
7. 88 ± 9. 26

骨折组
（n=132）
79(59. 85)
53(40. 15)
89(67. 42)
43(32. 58)
77(58. 33)
55(41. 67)

103(78. 03)
29(21. 97)
71(53. 79)
61(46. 21)

115(87. 12)
17(12. 88)
65(49. 24)

67 (50. 76)
122(92. 42)

10(7. 58)
22 (16. 67)

110(83. 33)
119(90. 15)

13(9. 85)
124(93. 94)

8(6. 06)
67. 53±3. 63
23. 51±2. 79

8. 39±2. 87

单因素分析

OR(95%CI)
0. 65(0. 43~0. 99)

1. 25(0. 80~1. 96)

1. 58(1. 03~2. 43)

1. 04(0. 63~1. 71)

1. 30(0. 85~1. 97)

0. 82(0. 45~1. 51)

2. 66(1. 73~4. 10)

1. 33(0. 59~3. 02）

1. 03(0. 5~1. 79)

1. 10(0. 54~2. 22)

0. 87(0. 37~2. 05)

1. 09(1. 01~1. 17)
0. 88(0. 82~0. 96)
1. 01(1. 00~1. 01)

P
0. 046

0. 332

0. 037

0. 892

0. 224

0. 530

0. 001

0. 493

0. 927

0. 797

0. 754

0. 023
0. 002
0. 271

表2　OVCF的多因素Logistic回归分析

项目

性别

饮酒史

外伤史

年龄

BMI

OR(95%CI)
0. 61(0. 38~0. 95)
1. 75(1. 10~2. 79)
2. 62 (1. 68~4. 09)
1. 09 (1. 01~1. 17)
0. 90 (0. 83~0. 97)

P
0. 031
0. 019

<0. 001
0. 027
0. 008

a：ROC曲线；b：校准曲线；c：DCA
图1　机器学习模型诊断OVCF的性能评估
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年上升的趋势，早期诊断与干预可显著提升患者的生

活质量[14]。本研究通过整合OVCF及同期未骨折患者

的人口统计学特征，进行单因素及多因素回归分析，

构建基于 Logistic回归模型的辅助诊断模型，旨在提升

OVCF诊断效率，为医疗资源受限地区提供可行方案，

同时探讨其临床应用潜力与局限[15]。
本研究结果显示，女性、年龄增长、有外伤史及

BMI较低及饮酒是OVCF的显著影响因素。年龄作为

连续变量在多因素分析中与OVCF的预测最具有关联

性，随着年龄的增长，骨量会逐年降低，骨质的微观结

构也会发生退变，因此对于高龄患者可以进行预防性

抗骨质疏松治疗以减少 OVCF 的发生[16]。同时，高龄

女性患 OVCF 的风险较高，可能与女性绝经后卵巢功

能衰退，雌激素水平急剧下降，破骨细胞活性增强，骨

吸收加速，导致骨量快速丢失有关[17]。BMI 较低与骨

折风险具有较高的相关性，较高的BMI可能通过机械

负荷促进骨形成，同时脂肪组织可分泌雌激素，对骨

骼发挥保护作用；而 BMI 较低者常伴肌肉减少、骨代

谢失衡，且因缺乏足够的肌肉对骨骼进行缓冲和保

护，进一步增加骨折风险。临床中应对此类人群进行

营养评估并及时干预，必要时指导其进行适当锻炼[18]。
有外伤史的患者更易发生OVCF，外力作用于骨骼，对

骨骼的表面结构造成破坏，可能诱发骨折。饮酒可能

增加骨折发生的风险，其可通过抑制成骨细胞活性、

干扰钙吸收及增加跌倒风险，间接促进骨质疏松和骨

折[17]。本研究用十种机器学习模型预测OVCF的准确

性，结果显示，Logistic 回归模型在 ROC 曲线分析中具

有出色的区分能力，显著优于其余九种机器学习模

型。校准曲线显示，逻辑预测概率与实际概率一致性

较高。DCA 结果显示，Logistic 回归模型在 20%~80%
的风险阈值范围内的标准化净收益稳定，表明该模型

能有效辅助医生权衡误诊与漏诊风险。本研究通过

Logistic 回归模型及 SHAP 可视化分析，阐明了 OVCF
核心驱动因素及其非线性效应如何动态影响疾病发

生，并据此构建了动态列线图以优化临床预测。

Wu等[19]整合了 53项相关研究并分析了 86个预测

模型和 41个验证集，探讨了不同机器学习方法的预测

性能及其临床应用潜力，证实机器学习对于 OVCF 风

险预测效能良好。Uragami等[20]纳入了 1 395例髋部骨

折患者和 1 075例未骨折患者，使用XGBoost机器学习

算法分析 40个潜在风险因素，并通过 SHAP值评估各

因素的重要性，取得了良好的预测结果（AUC=0. 85）。

因此，机器学习对于临床诊断具有重要的价值[21]。
本研究开发的辅助诊断模型展现出良好的临床

应用潜力，其诊断效能显著提升了对 OVCF 的诊断预

测能力[22]，不仅提高了检出率，还降低了漏诊风险，尤

其为无法接受 MRI 检查的患者提供了有效的替代方

案[23]。然而，本研究也存在一定局限性：其一，研究采

用回顾性设计，在数据采集过程中可能存在主观选择

a：基于SHAP绘制全局特征重要性分析图；b：基于SHAP绘制散点图；c：基于SHAP绘制个体化预测分析图

图2　基于SHAP值对Logistic回归模型的多维度分析

图3　动态列线图
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偏倚，还可能遗漏一些重要的变量因素[24]；其二，病例

来源局限于单一中心，且模型未进行外部验证，这可

能影响结果的普适性[25]；其三，训练与验证样本量相对

有限，模型可能存在过拟合风险，需进一步扩大队列

以验证模型的泛化性，还需扩大数据规模来优化模型

的稳定性[26]。尽管存在上述不足，本研究仍创新性地

将人口统计学特征与机器学习技术相结合，实现了

OVCF的早期智能辅助诊断，为临床实践提供了基于X
射线的OVCF预测思路[10]。未来计划联合多中心资源

构建标准化数据库，通过跨地域、多设备的数据整合

提升模型的泛化能力与预测精度，进而推动机器学习

技术在OVCF诊断中的规范化应用。
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